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Abstract : This study assessed the performance of single and modified algorithms based on machine learning and 

deep learning for wastewater treatment process. More specifically, this study adopted support vector machine (SVM), 

random forest (RF), and artificial neural network (ANN) for machine learning as well as long short-term memory 

(LSTM) for deep learning. The performance of these (single) algorithms were compared with that of modified ones 

processed through hyperparameter tuning, ensemble learning (only for machine learning), and multi-layer stacking 

(i.e., two layers of LSTM units). The daily effluent of wastewater treatment process observed between 2017 and 

2022 in the Cheong-Ju National Industrial Complex was used as input to all tested algorithms, which was evaluated 

with respect to mean squared error. For the model performance evaluation, discharge and biochemical oxygen demand 

are selected as dependent variables out of nine measured parameters. Results showed that the performance of any 

machine learning algorithms was superior to their competitor LSTM. This is mainly attributed to a small amount 

of input data provided to the LSTM algorithm and unstable effluent wastewater characteristics. Meanwhile, 

hyperparameter tuning improved the performance of all tested algorithms. However, ensemble learning for machine 

learning and two-layer stacking for LSTM generally resulted in performance degradation as compared to that of single 

algorithms, regardless of dependent variables. Therefore, this calls for a careful design and evaluation of modified 

algorithms, specifically for model architecture and performance improvement processes.

Keywords : Machine learning, Deep learning, Hyperparameter tuning, Ensemble learning, Multi-layer stacking

† Corresponding author

envpark@gnu.ac.kr

Tel: 055-772-3344

ⓒ 2023, Korean Society of Environmental Engineers

This is an Open Access article distributed under the terms of 
the Creative Commons Attribution Non-Commercial License 
(http://creativecommons.org/licenses/by-nc/4.0/) which permits 

unrestricted non-commercial use, distribution, and reproduction in any medium, 
provided the original work is properly cited.

http://crossmark.crossref.org/dialog/?doi=10.4491/KSEE.2023.45.12.587&domain=pdf&date_stamp=2023-12-31


Hyun-Geoun Park et al.

588  J. Korean Soc. Environ. Eng. Vol.45, No.12 December, 2023

1. 서 론

폐수처리시설은 도시의 물 인프라 중 하나로서, 시민의 건

강을 보호하고 공공수역의 수질 및 수생태계 건강성을 증진하

는데 중요한 역할을 하고 있다.1) 수처리시설은 사업장별 유입 

폐수의 특성 및 처리 요구사항에 따라 다양한 단위 공정들의 

조합으로 구성될 수 있으며, 물리적, 화학적, 생물학적 처리시

설이 고도처리시설과 함께 주요 처리 공법으로 적용될 수 있

다.2-4) 수치해석 모델(예시: 전산유체역학 프로그램)은 이러한 

다양한 단위 공정들로부터 효율적인 폐수처리 공정을 설계하

고 처리 목표에 적합한 최적의 운전 조건을 도출하기 위해서 

활용될 수 있으며, 다만 유입 부하의 변동과 더불어 폐수처리 

공정의 복잡성 및 비선형성의 특성으로 인하여 모든 공정 메

커니즘의 모의 및 해석에는 다소 한계가 있는 것으로 평가되

고 있다.5-8)

한편, 최근 인공지능 기반의 기계학습 및 심층학습 알고리

즘은 입력 및 출력 데이터의 복잡하고 비선형적인 관계의 학

습을 통해 예측 성능이 우수한 모델 개발이 가능한 것으로 

알려져 있다.9),10) 예를 들면, Wang 등11)은 기계학습 및 심층학

습 알고리즘을 조합하여 폐수처리 공정간 시간 지연의 영향을 

설명할 수 있는 방법을 개발하였으며, 이를 통해 폐수처리 공

정의 제어 정확도를 높이고 운영 비용을 낮출 수 있는 전략을 

개발하였다. 또한, Safder 등12)은 기계학습 모델을 적용하여 

폐수처리 공정의 유출수의 총질소를 사전에 예측할 수 있는 

모델을 개발하였으며, 평가 결과 1시간 및 3시간 전 예측 시 

98.1% 및 96.3%의 높은 정확도를 가지는 것으로 평가되었다. 

Alali 등13)은 23개의 기계학습 모델을 폐수처리 공정의 에너

지 소비 예측에 활용하였으며, 시차 지연 변수를 포함하는 모

델이 예측 성능을 보다 향상하는 것으로 조사되었다. 이외에

도 최근 선행 연구 결과에 따르면, 심층학습 모델은 폐수처리 

공정에서 공정 시뮬레이션, 공정 제어 및 최적화, 직접 측정이 

어려운 변수의 상태 진단, 데이터 품질 관리(고장 감지, 진단, 
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요약 :본 연구는 폐수처리 공정에서의 기계학습 및 심층학습 기반의 단일 및 변형 알고리즘의 성능을 평가하였다. 

보다 구체적으로, 본 연구에서는 기계학습 알고리즘으로 서포트 벡터 머신(Support vector machine, SVM), 랜덤 포레스

트(Random forest, RF) 및 인공 신경망(Artificial neural network, ANN), 그리고 심층학습 알고리즘으로는 장단기 메모

리(Long short-term memory, LSTM)를 채택하였다. 이러한 단일 알고리즘의 성능은 초매개변수 조정, 앙상블 학습(기계

학습만 적용), 및 다중 레이어 스태킹(2층의 LSTM 레이어 구조)을 거친 변형된 모델의 성능과 비교되었다. 평가에 

사용된 모든 알고리즘은 2017년부터 2022년까지 청주 국가산업단지 폐수처리 공정의 일별 유출수를 입력 자료로 

사용하였으며, 모델의 성능은 평균제곱오차(Mean squared error, MSE)를 기준으로 평가되었다. 모델 성능 평가를 위해 

9개의 관측 항목 중 유량과 생물화학적 산소요구량은 독립 변수로 선택되었다. 평가 결과, 모든 기계학습 알고리즘의 

성능은 경쟁 알고리즘인 LSTM에 비해 보다 우수한 것으로 조사되었다. LSTM에 제공된 작은 입력 데이터 양과 불안정

한 방류수 폐수 특성에 기인한 것으로 판단된다. 한편, 초매개변수 조정은 평가에 사용된 모든 알고리즘의 성능을 

향상하였다. 그러나, 기계학습에 적용된 앙상블 학습과 2층 구조의 LSTM은 독립 변수에 관계없이 단일 알고리즘들의 

성능과 비교하여 성능의 저하를 야기하였다. 따라서, 이러한 결과들은 변형 알고리즘(특히 모델의 구조 및 성능 향상 

과정들)의 주의 깊은 설계와 평가를 요구하는 것으로 판단된다.

주제어 :기계학습, 심층학습, 초매개변수 조정, 앙상블 학습, 다중 레이어 스태킹
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결측치 대체 등)에도 광범위하게 활용되고 있는 것으로 조사

되었다.14) 이외에도 앙상블 모델을 통해 폐수처리 공정의 예

측 정확도를 향상하는 연구가 제시된 바 있으며, 초매개변수 

조정을 통해 모델 예측 성능이 향상이 부분적으로 가능한 것

으로 알려져 있다.13),15),16)

이상의 선행연구 사례들에서 제시된 바와 같이 기계학습 및 

심층학습 모델이 폐수처리 공정에 광범위하게 적용될 수 있는 

반면, 현재까지 폐수처리 공정에서 관측되는 데이터의 다양한 

시공간 패턴 및 해상도 등으로 인하여 두 유형의 모델간 성능 

및 변형 알고리즘의 성능을 비교한 연구는 제한적인 것으로 

판단된다. 따라서, 본 연구에서는 폐수처리 공정의 일별 유출

수 자료를 이용하여 기계학습 및 심층학습의 성능을 일차적으

로 비교분석하고, 이후 초매개변수 조정 및 변형 알고리즘을 

적용하여 성능 변화를 관찰하고자 수행되었다. 본 연구를 통

해 도출된 결과는 향후 폐수처리시설의 단위 또는 전체 공정

에 대한 복합(Hybrid) 예측 모델 개발 또는 평가에 유용하게 

활용될 수 있을 것으로 예상된다.

2. 실험방법

2.1 폐수처리 공정

본 연구에서는 기계학습 및 심층학습 알고리즘의 성능을 비

교하기 위하여 청주시의 국가산업단지에 위치한 폐수종말처

리장을 선정하였다. 선정된 폐수종말처리장의 시설용량은 

31,000 m3/일이며 전자부품, 인쇄회로기판, 반도체, 섬유의복 

등의 업종에서 발생되는 폐수를 처리한다. 일차 침전, ASTR 

Control System (ACS) 고도처리공법, 가압부상, 오존(동절기 

시)을 통해 폐수처리를 하고 있으며, 계획 및 운영 수질은

Table 1에 제시하였다. 선정된 폐수종말처리장의 개략적인 공

정 개요도는 Fig. 1에 제시되어 있으며, 주요 처리공정은 1차 

침전공정과 2차 생물학적 처리공정으로 구성되어 있다. 유입

수, 1차 공정, 2차 공정 및 유출수에서 각각 측정되는 모니터

링 항목의 개수는 공정별로 괄호 안에 제시되어 있다. 대상 

폐수종말처리장의 유출수로부터 최근 6년간 일별로 측정된 

자료는 Table 2에 제시되어 있으며, 본 평가에서는 일부 결측

된 자료를 제외하고 총 1,527개의 데이터가 사용되었다. 

Table 1. The effluent quality targets during planning and operating phases for wastewater treatment plant in the Cheong-Ju 
National Industrial Complex.

BOD COD SS T-N T-P TC Ecotoxicity

in the planning stage

Influent 288 249 285 53 5 250,000 -

Effluent 8 or less 20 or less 10 or less 20 or less 0.3 or less 3,000 or less 1 or less

in the operational stage

Influent 187.1 107.4 64.4 31.447 1.631 241,888 3.3

Effluent 2.9 10.5 3.5 11.605 0.072 357 0

Table 2. Descriptive statistics for 9 effluent quality parameters observed on a daily basis between 2017 and 2022 in the 
selected wastewater treatment plant.

Methodsa) or equipment Units n Mean Coefficient of variation

Discharge Pashall flumes m3/day 1,527 21,758.12 0.17 

Water temperature Digital/mercury thermometer ℃ 1,527 23.31 0.21 

pH pH meter - 1,527 6.75 0.05 

Biochemical oxygen demand (BOD) ES 04308.2b mg/L 1,527 2.93 0.51 

Chemical oxygen demand (COD) ES 04315.1a mg/L 1,527 11.76 0.27 

Suspended solids (SS) ES 04303.1b mg/L 1,527 3.36 0.30 

Total nitrogen (T-N) ES 04363.1a mg/L 1,527 11.03 0.47 

Total phosphorus (T-P) ES 04362.1b mg/L 1,527 0.07 0.52 

Total coliforms (TC) ES 04701.3b cfu/100 mL 1,527 324.83 0.90 

a) Official test method for water quality pollution (Notice No. 2014-163, Ministry of Environment, Republic of Korea)

Fig. 1. Schematic diagram of wastewater treatment processes 
in the Cheong-Ju National Industrial Complex.
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2.2 단일 알고리즘

본 연구에서는 폐수처리 공정의 유출수 자료를 사용하여 기

계학습 및 심층학습 기반의 단일 및 변형 알고리즘들의 성능

을 비교하였다(Fig. 2). 성능 평가를 위해 기계학습 기반의 단

일 알고리즘으로는 서포트 벡터 머신(Support vector machine, 

SVM), 랜덤 포레스트(Random forest, RF) 및 인공 신경망

(Artificial neural network, ANN)이 사용되었다(Fig. 2a). 또한, 

심층학습 기반의 알고리즘으로는 장단기 메모리(Long short- 

term memory, LSTM)가 사용되었다(Fig. 2b). 참고로, 본 연

구에서 사용된 3가지 단일 기계학습 모델의 경우 분류 및 회

귀 분석에 연구자들에게 광범위하게 활용되고 있으며, 심층학

습 모델 장단기 메모리의 경우 시계열 예측모델에 개발에 우

수한 성능을 보이는 것으로 잘 알려져 있다. 단일 알고리즘의 

성능을 보다 향상하기 위하여 초매개변수 조정(Hyperparameter 

tuning)이 추가적으로 수행되었으며, 기계학습 및 심층학습 모

두 사용자가 정의한 그리드 검색(Grid search)을 통해 최적의 

매개변수가 결정되었다(Fig. 2a 및 2b). 보다 구체적으로 그리

드 검색에 적용된 기계학습 알고리즘의 초매개변수로는 

C(1~15)가 사용되었고, 심층학습 알고리즘의 초매개변수로는 

unit(32~256) 및 dropout(0.2~0.3)이 사용되었다.

2.3 변형 알고리즘

본 연구에서는 단일 알고리즘 및 초매개변수 조정 이외에 

추가적인 성능 향상 가능성을 확인하기 위하여 앙상블 학습과 

다층 레이어 기법을 도입하였다(Fig. 2c 및 2d). 앙상블 학습은 

기계학습 모델의 성능 향상을 위해 적용된 기법으로서, 본 연

구에서는 보팅(Voting), 배깅(Bagging), 부스팅(Boosting), 스

태킹(Stacking) 등 다양한 학습 유형 중 스태킹을 사용하였다. 

또한, 스태킹의 최종 모델(메타 모델)로는 확률적 경사 부스팅

(Stochastic gradient boosting, SGB) 알고리즘이 사용되었다. 

참고로, 대표적인 앙상블 학습별로 다양한 세부 알고리즘들이 

제공되고 있지만, 본 연구에서는 모델간 비교 평가를 단순화

하기 위하여 스태킹 학습 기법만을 제한적으로 사용하였다

(Fig. 2c). 한편, 다층 레이어 기법은 심층학습 모델의 성능 향

상을 위해 활용되었으며, 본 연구에서는 2층으로 구성된 

LSTM 알고리즘을 평가에 사용하였다(Fig. 2d). 본 연구에서 

활용된 단일 및 변형 알고리즘들의 성능 평가는 R(version 

4.1.1) 프로그램을 기반으로 수행되었으며, 기계학습 모델은 

Caret(version 6.0.94) 패키지가, 심층학습 모델은 Keras 

(version 2.13.0) 패키지가 각각 활용되었다. 또한, 세부적으로 

사용자 정의 초매개변수 조정을 위해 기계학습 및 심층학습 

모델 모두 expand.grid() 함수가 사용되었으며, 특히 심층학습 

모델에서는 다수의 매개변수를 동시에 조정할 수 있는 

tuning_run() 함수가 추가적으로 활용되었다. 알고리즘의 성

능 평가에 활용된 예측 변수로는 유량(Discharge)과 생물화학

적 산소요구량(Biochemical oxygen demand, BOD)이 설정되

었으며, 손실함수로는 평균제곱오차(Mean squared error, 

MSE)가 사용되었다.

3. 결과 및 고찰

3.1 단일 알고리즘 성능 비교

Fig. 3은 기계학습 및 심층학습 기반의 단일 알고리즘간의 

성능을 비교한 결과를 도시하고 있다. 성능 예측은 유량과 생

물화학적 산소요구량을 대상으로 수행되었다. 평가 결과, 3가

지 기계학습 알고리즘 중 랜덤 포레스트(RF)의 성능이 다른 

기계학습 모델(SVM 및 ANN)의 성능에 비해 예측 변수에 상

관없이 가장 우수한 것으로 평가되었으며, 다만 알고리즘간 

예측 성능은 다소 차이는 있지만 큰 차이는 발생하지 않는 

Fig. 2. Single and modified machine learning and deep learning 
algorithms examined in this study: single algorithms with 
hyperparameter tuning for (a) machine learning and 
(b) deep learning, and modified algorithms with (c) 
ensemble learning and (d) multi-layer stacking.

Fig. 3. The accuracy of single machine learning and deep 
learning algorithms assessed for two dependent 
variables discharge and BOD in terms of MSE.
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것으로 평가되었다. 그러나, 초기 예상과 달리 심층학습 알고

리즘 장단기 메모리(LSTM)의 오차는 평가에 사용된 3가지 

기계학습 모델에 비해 다소 높은 것으로 조사되었으며, 이는 

평가에 활용된 입력 데이터의 수가 상대적으로 적고 국가산업

단지 폐수처리 공정의 유출수가 일정한 시계열 패턴을 갖지 

않는 것에 기인한 것으로 판단된다. 참고로, 그림에서 점선은 

추가적인 초매개변수 조정이 수행된 2개 알고리즘을 나타내

고 있으며, 이는 1) 기계학습 알고리즘 중 랜덤 포레스트(RF)

의 성능이 가장 우수하고 2) 추가적인 초매개변수 조정 이후 

두 유형의 알고리즘간의 성능 변화를 보다 세부적으로 관찰하

기 위해 수행되었다.

3.2 매개변수 조정 후 성능 비교

Table 3은 초매개변수 조정 이후 기계학습 및 심층학습 기

반의 단일 알고리즘간의 성능 변화를 나타내고 있다. 표에서 

알고리즘명 이후 괄호 안의 영문 대문자 T는 초매개변수가 

조정된 알고리즘을 나타내며, 오차 값 이후 괄호안의 백분율

은 초매개변수 조정 전후의 성능 향상 정도를 나타내고 있다. 

즉, 초매개변수 조정 전에 비해 초매개변수 조정 이후 평균제

곱오차(MSE)가 낮아질 경우 알고리즘의 성능은 향상된 것으

로 평가될 수 있으며, 이 경우 백분율은 양의 방향을 가지게 

된다. 평가 결과, 두 유형의 알고리즘 간 오차는 큰 차이는 

없지만 기계학습 알고리즘 랜덤 포레스트(RF)의 성능은 심층

학습 알고리즘 장단기 메모리(LSTM)에 비해 예측 변수에 관

계없이 다소 높은 것으로 조사되었다. 다만, 초매개변수 조정 

후 장단기 메모리(LSTM)의 오차는 랜덤 포레스트(RF)에 비

해 보다 높게 향상되는 것으로 평가되었으며, 다만 초매개변

수 조정 이후에도 예측 성능은 여전히 랜덤 포레스트(RF)에 

비해 낮은 것으로 조사되었다.

3.3 변형 알고리즘 성능 비교

Table 4는 앙상블 모델과 심층학습 기반의 2층으로 구성된 

장단기 메모리(LSTM)의 성능 변화를 비교하고 있다. 여기에

서, 앙상블 모델이란 기계학습 기반의 알고리즘들의 조합을 

통해 개발된 모델을 의미하며(Fig. 2c), 알고리즘명 이후 괄호 

안의 영문 대문자 M은 다층으로 구성된 알고리즘을 나타내

고 있다(Fig. 2d). 또한, 오차 값 이후 괄호안의 백분율은 기존 

단일 알고리즘과 비교하여 성능 향상 정도를 나타내고 있다. 

즉, 앙상블 모델의 경우 3가지 단일 알고리즘들의 평균 오차

와 비교하여 앙상블 모델의 성능 향상 정도를 나타내고 있으

며, 장단기 메모리(LSTM)의 경우 단층과 2층으로 구성된 모

델들의 성능 향상 정도를 평가하고 있다. 평가 결과, 기계학

습 기반의 앙상블 모델은 장단기 메모리(LSTM)의 성능에 비

해 우수한 성능을 나타내는 것으로 평가되었다. 그러나, 장단

기 메모리(LSTM)를 사용하여 생물화학적 산소요구량을 예

측하는 경우를 제외하고, 앙상블 모델과 장단기 메모리

(LSTM) 알고리즘 모두 단일 알고리즘의 성능에 비해 모델의 

오차는 대체로 낮아지는 것으로 조사되었다. 이는 일반적으

로 앙상블 모델과 다층으로 구성된 심층학습의 알고리즘의 

성능이 단일 알고리즘에 비해 향상되는 것으로 알려져 있지

만, 모델 구조에 대한 세부적인 설계와 검증이 수반되지 않는

다면 예측 성능 향상이 용이하지 않는다는 사실을 반증하는 

결과로 판단된다.

4. 결 론

본 연구에서는 청주 국가산업단지 폐수처리 공정의 일별 유

출수 자료를 이용하여 기계학습 및 심층학습 기반의 단일 및 

변형 알고리즘의 성능을 평가하였다. 단일 알고리즘으로는 3

가지 기계학습 모델(SVM, RF, ANN)과 1개의 심층학습 모델

(LSTM)이 사용되었으며, 단일 알고리즘의 성능 변화를 파악

하기 위하여 초매개변수 조정과 앙상블 학습 및 다층 구조의 

알고리즘이 적용되었다. 본 연구를 통해 도출된 주요 결과는 

다음과 같다.

• 3가지 기계학습 모델(SVM, RF, ANN)과 1개의 심층학습 

모델(LSTM)의 성능을 비교한 결과 기계학습 모델들의 

성능이 심층학습 모델에 비해 다소 우수한 것으로 평가되

었다. 심층학습 알고리즘의 성능 저하의 주요 사유로는 

입력 데이터의 개수 및 일정하지 않는 유출수 패턴이 주

요 사유로 추정된다.

• 초매개변수 조정은 모델 성능 향상을 위해 반드시 필요한 

과정으로 조사되었다. 초매개변수 조정 이후 심층학습 모

델(LSTM)의 성능은 기계학습 모델(RF)에 비해 크게 향상

된 것으로 평가되었지만, 다만 심층학습 모델(LSTM)의 

Table 3. The accuracy of RF and LSTM algorithms with 
hyperparameter tuning assessed for two dependent 
variables discharge and BOD in terms of MSE.

Prediction algorithms
Variables

Discharge BOD

RF(T)
0.01

(+1.03%)
0.02

(+1.16%)

LSTM(T)
0.02

(+40.60%)
0.03

(+3.81%)

Table 4. The accuracy of two modified algorithms, the one 
developed from ensemble learning and the other 
derived from two LSTM layers, assessed for two 
dependent variables discharge and BOD in terms of 
MSE.

Prediction algorithms
Variables

Discharge BOD

Ensemble
0.01

(-28.94%)
0.02

(-13.90%)

LSTM(M)
0.03

(-2.63%)
0.03

(+4.20%)
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성능은 기계학습 모델의 오차에 비해 여전히 다소 높은 

것으로 조사되었다.

• 기계학습 기반의 앙상블 모델 및 다층 심층 알고리즘의 

적용은 단일 알고리즘의 성능을 오히려 낮추는 역할을 하

는 것으로 조사되었다. 따라서, 변형 알고리즘 적용 시 모

델 구조에 대한 세심한 검토가 필요한 것으로 판단되며, 

향후 초매개변수 조정 과정과 순차적으로 적용되어 성능 

평가가 수행되어야 할 것으로 판단된다.
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